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초 록 

메타표면의 자유 구조 최적화 기술은 넓은 활용 가능성으로 인하여 광공학 분야 학계에서 큰 

관심을 받아왔다. 최근에 해당 분야에서는 주로 생성적 대립쌍 네트워크(Generative Adversarial 

Network, GAN)에 기반한 컴퓨터 비전 기술을 활용한 큰 발전이 있어왔다. 한편, 강화학습 

(Reinforcement Learning, RL) 분야에서의 딥 큐러닝(Deep Q-learning) 기술의 출현은 많은 

경우의 수를 가지는 도메인 공간에서의 최적화 가능성을 열어주었다. 본 학위논문에서는 1차원 

자유 구조의 광편향기 메타표면을 최적화하는 딥 큐 네트워크(Deep Q Network)를 제안하고 

논의한다. 해당 신경망은 최첨단의 결과와 비슷하거나 나은 성능을 가지는 최적화 구조를 

발견하였다. 본 기술은 조건의 변화에 강인함을 보여주어 일반적인 문제에 적용될 가능성을 

증명하였다. 

 

핵 심 낱 말  

포토닉스, 메타표면, 광편향기, RCWA 시뮬레이션, 머신러닝, 강화학습 

 

Abstract 

Freeform optimization technology of metasurface has received great interest in the photonics community due to 

its broad applicability. Recently, there was great progress in the field utilizing Computer Vision technology, 

mostly based on Generative Adversarial Network (GAN). Meanwhile, the emergence of Deep Q-learning 

technique from the Reinforcement Learning (RL) field has opened the possibility of optimization in a domain 

space with a large number of cases. In the dissertation, a Deep Q network that optimizes a 1D free-form wave 

deflector metasurface is proposed and discussed. The neural network found the optimized structure with similar 

or better performance than the state-of-the-art results. Additionally, the technology showed its robustness on 

change of condition, proving the possibility to be applied to general problems. 
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제 1 장 머리말 

 

1.1 논문의 배경 및 목표 

광공학(photonics)은 빛을 제어하는 기술에 관한 연구이다[1, 2, 3]. 학계에서 연구진들은 광소

자를 설계함에 있어“성능 지수(Figure of Merit, FoM)”[4] 라고 불리는 값을 최대화하는 목적

을 가지고 여러 연구를 수행해왔다. 메타표면(metasurface)은 1차원 혹은 2차원의 부파장

(subwavelength) 길이 구조를 가진 광소자로, 비교적 낮은 광손실(optical loss)과 높은 조종성

(controllability)으로 인하여 최근 광공학 사회에서 높은 관심을 받아왔다[5]. 

 

역설계(inverse design)는 메타표면 등의 광소자가 특정 전자기적 반응을 가지도록 그 구조를 설

계 혹은 최적화하는 기술을 의미한다. 역설계 문제를 해결하기 위해 지금까지 많은 연구가 진행

되었는데[6, 7], 메타표면이 비교적 간단한 구조를 가지는 경우에만 인간의 직관 및 계산을 통하

여 최적화를 할 수 있었다. 기술이 발달하면서 광소자에 대한 기대 성능은 높아졌고, 인간의 두

뇌에 의거한 최적 구조를 훨씬 뛰어넘는 성능을 달성하기 위하여 자유 구조(free form)를 갖는 

광소자의 최적화에 관한 관심이 증가하였다.  

 

한편, 최근에 머신러닝(machine learning) 등의 데이터 기술의 발달과 맞물려 해당 기술을 역설

계 문제에 적용하고자 하는 흐름이 있었으며 기존 성능을 뛰어넘는 결과를 이룩하였다[8, 9]. 자

유 구조의 최적화를 이뤄낸 기존 문헌은 대부분 구조를 이미지로 가정하였으며, 컴퓨터 비전

(computer vision) 과학의 이미지 생성 기술을 주로 차용하였다. 생성적 대립쌍 네트워크

(Generative Adversarial Network, 이후 GAN으로 서술.)가 대표적인 사례이다[10, 11]. 그러나, 

기존 문헌의 GAN 기반 네트워크 구조는 네트워크의 방향성 부재로 데이터 효율이 매우 낮은 문제 

및 생성된 구조의 성능이 기존 방식을 뛰어넘지 못하는 한계가 발생하였으며[10], 자유 구조의 

형성을 위해 복잡도가 높은 생성자(generator) 네트워크 구조를 필연적으로 수반하였고 이로 인

해 계산 비용(computational cost)이 증가하는 문제가 있었다[11, 12]. 이러한 데이터 효율 문제

를 개선하기 위해 GAN에 물리적 그라디언트(physical gradient)를 적용한 사례가 있었으며 해당 

문제를 크게 개선하고 제작 소자의 성능 역시 월등하게 높아졌다[13]. 그러나 해당 방법은 물리

적 그라이던트를 계산할 수 없는 문제의 경우 적용 불가능하다는 한계가 있었다. 
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본 연구는 최초로 자유 구조 메타표면에 강화학습을 활용한 사례로, 강화학습은 시행착오를 통해 

매개변수 공간(parameter space)에서 최적의 경우를 찾는 알고리즘이다[14]. 이전의 강화학습 적

용 사례로는 정해진 구조 내에서 매개변수의 길이를 찾는 연구 결과[15, 16]가 있었다. 해당 연

구는 수많은 경우의 수 안에서 최적 조건을 찾는 과정에서 강화학습이‘영리한 탐색(intelligent 

sweep)’으로서 효과적으로 작동하는 것을 보였다. 그러나 해당 방법론은 구조를 고정해 놓고 특

정 길이 성분을 바꿔가면서 최적을 갖는 방식으로, 자유 구조의 광소자에 대하여는 적용할 수 없

는 한계가 있었다. 본 연구에서는 주어진 최적화 문제를‘이미지 생성’대신 주어진 가치 공간

(value space)에서 최적의 조건을 찾는 문제로 가정하고, 또한 강화학습의 행동(action)을 특정 

위치에서의 셀(cell)의 구성 물질을 바꾸는 것으로 정의함을 통하여 자유 구조를 가지는 메타표

면 구조를 최적화하는 방법론을 제안한다. 

 

본 연구는 기존 문헌 대비 상대적으로 간단한 네트워크 구조를 가지며, 소자의 물리 값을 필요로 

하지 않으며 적정한 수준의 데이터 효율을 가지고 있기 때문에 시뮬레이션에 소모되는 시간이 적

정한 경우 어떠한 광소자 구조의 설계에도 활용될 수 있는 가능성을 가진다. 

 

1.2 논문의 구성 

본 학위논문은 먼저 이론적 배경을 제시한 뒤 자유 구조를 가지는 메타 표면을 강화학습을 

활용하여 설계하고, 그 성능을 확인하여 기존 문헌의 결과와 비교하였다. 각 목차의 개요는 

다음과 같다. 

 

2. 이론 

해당 연구를 이해하기 위한 기본적인 이론을 소개한다. 회절 및 회절 격자 등의 광학 이론 및 

메타 표면에 관하여 소개하고 광학 시뮬레이션의 원리를 설명하며, 기본적인 강화학습 이론을 

설명한다. 

 

3. 기존 문헌 사례 

신경망(neural network)을 필두로 한 머신러닝(machine learning) 기술이 등장하면서 최근 

광소자 최적화 분야의 연구 흐름에 많은 변화가 있었다. 본 학위논문에서는 기존의 방식을 

고전적 기법으로 분류하고 설명하며, 최근 신경망 등을 활용한 기술에 대해 세부적인 분류를 

통하여 설명한다. 
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4. 문제 설정 

본 학위논문에서 문제로 설정한 메타그레이팅 기반 1 차원 광편향기 소자에 대하여 해당 주제를 

선정한 이유 및 주제의 조건에 관하여 설명하고, 기존 문헌의 해당 구조에 대한 시뮬레이션 및 

최적화 결과를 분석한다. 

 

5. 방법론 

해당 문제의 최적화를 위한 딥 큐 네트워크(deep Q network) 기반 접근 방법을 제안하고 

셀(cell)의 수가 증가함에 따른 설계 변화에 대하여 설명한다. 

 

6. 결과 

셀의 수 및 다양한 입력 조건에 따른 최적화 결과를 제시하고 기존 문헌의 결과와 비교한다. 

또한 해당 방법론의 타당성을 검증하기 위한 방법을 제안하고 그 결과를 제시한다. 

 

7. 결론 및 토론 

전체적인 내용을 요약하고 해당 기술을 적용 가능한 분야에 대하여 논의하며, 추후 해당 연구의 

발전 방향을 제안한다. 
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제 2 장 이론 

 

2.1 빛의 회절(Diffraction) 이론  

 

2.1.1 회절 이론 

회절은 파동의 성질로, 빛이 장애물이나 좁은 간격을 만났을 때 직진할 수 없는 장애물 너머의 

영역까지 도달하는 현상을 설명한다. 회절을 설명할 때에 파동의 전파를 설명하는 호이겐스의 

원리(Huygens’ principle)가 주로 활용되는데, 해당 원리는 파면(wavefront) 위의 모든 점 

성분이 새로운 파원(source)이 되어 이들에 의해 형성된 파동들의 파면에 대한 공통의 접선이 

새로운 파면을 형성한다는 것이다. 호이겐스의 원리에 의해 형성된 파원은 좁은 간격에서 새롭게 

퍼져나가거나 장애물을 통과할 수 있는 파를 형성하게 된다. 

 

2.1.2 주기 구조에 따른 회절 이론: 회절 격자(Diffraction Grating) 

회절 격자는 주기적인 매질 구조에 따라 발생하는 회절 현상을 활용한 것으로, 입사한 파동의 

진폭 혹은 위상에 주기적인 변화를 줄 때 활용한다. 해당 현상은 주기 구조의 결정 

모멘텀(crystal momentum) 값인 
ଶగ

௣
(𝑝: period)에 기인한다. 이에 따라 입사광은 여러 방향으로 

진행하는 평면파로 나뉘게 되면서 각 성분의 크기가 달라지게 된다. 이 때 각 성분의 크기는 

회절 차수(diffraction order)인 m에 비례하며, 주로 0, +1, -1 차수가 지배적인 크기를 가진다. 

 

Figure 1. 회절 격자 모식도. 주기의 길이는 𝒑이다. 
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회절 격자에서 회절에 의한 파수(wavenumber)의 크기는 차수에 따라 다음과 같이 나타낼 수 있다. 

 

또한 회절에 의해 나뉜 파동 성분의 차수에 따른 방향은 다음과 같다.  

 

만약 +1 차 성분만을 남기고 나머지를 배제한다면 해당 소자는 특정 각도로의 진행을 유도하는 

소자가 된다. 이것은 다시 말해 빛이 특정 각도로 굴절되어 진행하는 효과를 기대할 수 있음을 

의미한다. 

 

2.2 메타표면 

 

Figure 2. 메타표면 사례. 나노안테나 구조의 플라즈모닉 메타표면을 통하여 음의 값을 갖는 굴절

률을 달성한 사례. V자 모양의 금 안테나가 주기적으로 배열되어 있다. [17] 

 

메타표면은 메타물질의 차원을 2차원으로 낮춘 구조로, 메타물질은 매우 작은 구조로 자연적인 

물질로는 불가능했던 파동 현상을 유도하는 구조를 총칭한다. 한 차원의 길이를 큰 규모로 

줄임으로써 메타표면은 메타물질 대비 빛의 성질을 제어하는 능력이 훨씬 향상되었다. 

메타표면의 주기마다 발생하는 구조는 파장보다 작은(subwavelength) 규모를 가진다. 메타표면은 

빛의 성질인 세기(amplitude), 파수(wavenumber), 위상(phase), 편광(polarization) 상태 등을 

매우 급격하게 바꿀 수 있다고 알려져 있다. 
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2.3 광학 시뮬레이션 

 

2.3.1 Finite-Difference Time-Domain(FDTD) 시뮬레이션 

유한차분 시간영역법(FDTD)은 맥스웰 방정식(Maxwell Equation)의 전기장과 자기장의 변화가 

각각의 장을 유도한다는 사실에 기반한 알고리즘이다.  

 

Figure 3. 맥스웰 방정식의 전기장과 자기장이 서로를 유도하는 과정 

 

FDTD는 Figure 3에 나타내어진 미소 변화(시간에 따른 전기장 및 자기장의 변화)를 매우 작은 

시간 구간을 설정하여 이산적으로 계산하는 방식이다. 예를 들어 시간 구간 ∆𝑡에서 전기장의 

변화량은 시간 𝑡 +
∆𝑡

2
에서의 자기장에 대한 curl값을 취하여 얻게 된다.  

 

 

해당 방식은 시간에 따른 변화를 계산한다는 측면에서 광대역의 파장에 대하여 한번의 

시뮬레이션을 통하여 계산이 가능하다는 장점이 있지만, 파가 진행하는 시간의 흐름에 따른 

이산적인 계산을 일일이 수행하므로 파동이 쉽게 사라지지 않는 공명 등의 현상을 관찰할 때 

시간이 오래 걸리는 단점 역시 존재한다.  
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2.3.2 Rigorous Coupled-Wave Analysis(RCWA) 시뮬레이션 

RCWA 는 격자 이론에 기반하여 반복되는 구조에 대하여 회절 분석을 수행한 것으로, 주기 구조의 

특성을 활용하여 공간 유전율 분포 (spatial permittivity distribution)를 푸리에 급수(Fourier 

series)로 근사하여 전체 시뮬레이션 영역의 전기장 및 자기장을 준해석적으로 계산한다. 이를 

통하여 FDTD 등의 기타 전자기 시뮬레이션보다 빠른 속도로 시뮬레이션을 수행할 수 있다. 본 

연구에서는 RCWA 의 사례이자 오픈소스로 제공되는 RETICOLO[18]로 불리는 코드를 차용하였다. 

      

Figure 4. 주기 구조에서 전기장의 크기 분포 (왼쪽) 및 RCWA의 모식도 (오른쪽) [19] 

  



9 

2.4 강화학습 

강화학습은 동물이 학습을 하는 과정에서 영감을 받은 알고리즘으로,‘스키너의 상자’ 

실험으로부터 영향을 받았다고 알려져 있다. 해당 실험은 실험 동물에게 특정한 레버에 대한 

특정 반응(보상 혹은 처벌)을 줌으로써 동물이 해당 조건을 학습하도록 하는 것이다. 이 실험은 

또한 심리학 및 신경과학 분야에 영향을 주었다고 알려져 있다. 강화학습은 동물의 학습과 

비슷한 과정을 따른다. 즉 ‘에이전트(agent)’라고 불리는 판단 주체가 특정 행동을 하여 

보상을 받으면서 특정 행위가 강화되는 방식이다. 

 

Figure 5. ‘스키너의 상자’ 실험. 동물이 특정 행동에 대하여 보상 혹은 처벌을 받는 실험 설계를 

통하여 심리학의 강화 효과를 설명하였다. [SimplyPsycology.org] 

 

강화학습은 순차적 의사결정(sequential decision making) 문제를 해결하기 위한 알고리즘이다. 

순차적 의사결정 문제의 예시로는 컴퓨터 게임이 있다. 플레이어는 게임을 진행하면서 어떠한 

상황에 맞닥뜨리고 순차적으로 행동을 결정하며, 해당 행동은 다음 상황을 결정한다. 게임은 

세분화된 선택의 연속이므로, 각 상황에서 최선의 선택을 하여야 좋은 결과를 기대할 수 있다. 

강화학습 또한 그러한 특징을 가진다. 강화학습의 구성요소는 Figure 6에 나타나 있다. 

 

 

Figure 6. 강화학습의 모식도. 각 구성요소의 상호작용을 나타낸다. 
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기본적으로 강화학습의 프레임워크에서는 에이전트(agent)가 정책(Policy)에 기반한 

행동(action)을 하고 변화한 상태(state) 및 보상(reward)을 받고 이것을 반복한다. 여기서 

정책은 판단의 기준으로서 문제에 따라서 다양하게 설정될 수 있다. 정책에 신경망을 활용하는 

접근에서 딥 강화학습(deep reinforcement learning)이 시작되었다. 한 번의 과정을 거치는 것을 

스텝(step)이라고 하고, 과정의 경로를 에피소드(episode)라고 한다. 한 에피소드가 종료될 시에 

상태와 환경이 초기화된다. 

 

강화학습의 의사 결정 방식에 따라서 활용하는 네트워크를 정책 기반 네트워크와 가치 기반 

네트워크로 나눌 수 있는데, 본 연구에서는 가치 기반 네트워크를 활용하였으며, 이 경우 정책은 

승자 독식(winner-take-all) 알고리즘에 기반하여 최대 Q값을 가지는 행동을 선택하는 방식을 

취하였다. 상태는 에이전트가 관측 가능한 모든 정보를 숫자로 표현한 것이다. 환경은 

에이전트에게 보상을 부여하며 동시에 상태의 변화(state transition)를 만드는 역할을 한다. 

 

강화학습의 핵심은 에이전트가 최종 보상을 크게 얻는 행동을 점점 자주 하게 된다는 것이다. 

에이전트는 환경의 원리에 대하여 알지 못하지만, 보상을 통해서 모종의 힌트를 얻게 된다. 

보상은 “어떻게”에 관한 정보를 전혀 담고 있지 않으나, “얼마나” 좋은 행동을 했는지 

판단하는 지표가 된다. 또한 보상은 스칼라(scalar) 값을 가지며, 지연된(delayed) 형태로 

에이전트에게 전달되는 특징을 가진다.  

 

2.4.1 마르코프 결정 과정(Markov Decision Process) 

마르코프 결정 과정은 모든 상태(state)가 마르코프 성질(Markov Property)를 따르는 경우에 

대하여 환경을 모델링하는 방식이다. 마르코프 성질은 상태의 변화가 오로지 현재의 상태에만 

의존한다는 성질으로, 이전의 경로(trajectory)를 무시할 수 있다는 특징을 가진다. 

 

 

 

보상 함수(reward function) Rௌ 는 특정 상태 s 에 도달하여 얻게 되는 보상을 의미하는데, 

기댓값(expectation)을 활용하는 이유는 환경이 정해진대로 바뀌지 않고 확률적(stochastic)으로 

변화하는 미래의 불확실성을 일반화한 것이며, 이 때 상태 전이 확률 행렬 P를 계산하게 된다. 

 

 

 

리턴(return) G௧은 특정 시점 t에서 미래에 받을 보상의 합이다. 이 때 감쇠 인자(discount 
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factor) γ가 리턴의 계산에 활용되는데, 미래보다 현재의 가치를 보다 중시하는 역할을 한다. 

감쇠 인자를 사용하는 이유는 기본적으로 리턴의 값이 발산하는 것을 방지하는 것이다. 

 

 

 

요약하면 MDP의 구성 요소는 다음과 같다. 

 

 

 

MDP에 관하여 모든 정보가 주어졌을 때 해당 정보를 이용하여 정책을 개선하는 것을 

플래닝(planning)이라 한다. 

 

정책(policy)은 특정 상태에서 어떤 행동을 취할지를 결정하는 확률 함수이다. 에이전트는 

환경으로부터 받은 보상에 의거하여 정책을 수정하며 최적화를 수행하게 된다. 

 

 

 

MDP 모델링을 통하여 특정 상태와 행동의 가치를 계산할 수 있으며, 해당 값은 각각 상태 가치 

함수(state value function) 및 행동 가치 함수(action value function)라고 불리며 다음과 같다. 

 

 

 

 

가치 함수를 파악하고 나서는 해당 문제를 해결하게 되는데, 문제 해결은 크게 두 가지로 나뉜다. 

첫번째는 예측(prediction)으로, 임의의 정책에 대하여 각 상태의 가치를 파악하는 것이다. 두 

번째는 제어(control)로, 최적의 정책을 발견하는 것이다. 만약 최적 정책과 최적 가치 함수를 

발견하였다면 ‘해당 MDP를 해결했다’고 한다. 

 

2.4.2 벨만 방정식(Bellman Equation) 

벨만 방정식은 위에서 언급한 예측과 제어를 하기 위한 가치를 계산하는 데 있어 핵심적인 

방정식으로, 변수들의 재귀적인(recursive) 관계에 기반하여 해를 구하는 방식으로 이루어진다. 
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벨만 방정식은 벨만 기대 방정식(Bellman expectation equation) 및 벨만 최적 방정식(Bellman 

optimality equation)으로 나뉜다. 

 

먼저 상태 가치 함수에 대하여 벨만 기대 방정식을 유도하면 다음과 같다. 

 

 

 

행동 가치 함수에 대하여도 같은 방식으로 구할 수 있다. 

 

 

 

벨만 최적 방정식은 최적 가치 함수를 발견하기 위한 재귀적인 알고리즘으로, 최적 가치 함수는 

가치 함수를 최적으로 만드는 정책을 발견하는 것에 관한 것이다. 

 

 

 

 

벨만 최적 방정식에는 따라서 비선형함수인 max함수가 포함되어 있다.  

 

 

 

 

환경에 대한 예측과 제어의 정확한 방법은 모든 경우를 탐색하여 저장하는 것이다. 그러나 실제 

사례에서는 모델 프리(model-free), 즉 환경에 대한 모든 정보를 알 수 없는 경우를 해결하는 

것이 일반적이기 때문에, 크게 두 가지 방법으로 문제를 해결하게 된다. 하나는   

샘플링(sampling)을 통하여 모델을 유추하는 것으로 이러한 방법론을 몬테카를로(Monte-Carlo) 

방법이라고 부른다. 또 한 가지는 본 연구에서 활용한 시간차 학습(Temporal-Difference 

learning)으로, 다음 부절에서 다룬다. 
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2.4.3 시간차 학습(Temporal-Difference Learning, TD Learning) 

시간차 학습은 구하고자 하는 값을 먼저 추측한 뒤 해당 값을 일정 주기마다 업데이트하는 

방식이다. 이를 위하여 해당 값의 목표치(TD target)와 현재 값의 차이를 줄여나가는 방식으로 

업데이트가 발생하도록 한다. 예측의 경우 상태 가치 함수의 업데이트 방식은 다음과 같다. 

 

 

 

또한 제어에서 역시 시간차 학습을 활용할 수 있는데, 이 경우에는 목표값을 최적값으로 

설정하는 방법을 통하여 가능하다. 

 

 

 

2.4.4 큐러닝(Q Learning) 

본 연구에서는 2.4.3과 비슷한 방식으로 행동 가치 함수를 다음과 같이 업데이트하였다. 

 

 

 

이것이 큐러닝이라고 불리는 방식이며, 작은 환경에 대하여는 테이블 방식(tabular method)을 

활용하여 모든 상태에 대한 행동 가치를 계산하는 방식을 활용한다. 그러나 상태 공간이 

넓어지는 경우 해당 방법을 사용할 수 없게 되어, Q 함수를 근사적으로 모사할 수 있는 접근이 

필요하며 이것이 바로 딥 큐러닝(Deep Q Learning)이다. 

 

2.4.5 신경망(Neural Network)와 딥 큐러닝(Deep Q Learning) 

딥 큐러닝은 신경망을 통해 Q 함수를 모사하는 방식이다. 신경망은 퍼셉트론(perceptron)을 

기반으로 형성된다. 퍼셉트론은 인간의 뉴런을 모방한 연산 장치로, 입력값의 선형 결합(linear 

combination) 후 비선형함수인 활성 함수(activation function)을 인가하는 방식을 따른다. Q 

함수를 모사한 네트워크를 딥 큐 네트워크(Deep Q Network)라고 부른다. 해당 네트워크의 

입력값은 상태이며, 출력값은 해당 상태에 대한 특정 행동의 가치 함수 값이다. 
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Figure 7. 퍼셉트론 (왼쪽) 및 신경망 (오른쪽) 

최적화의 방식은 손실 표면(loss surface)에서의 기울기 하강(gradient descent) 방식을 따르며, 

본 연구에서는 옵티마이저(optimizer) 등 최적화에 활용되는 기술이 함께 사용되었다. 

 

 

Figure 8. 딥 큐 네트워크 적용 사례: 아타리 게임 [20] 

딥 큐 네트워크는 2015년 구글 딥마인드가 발표한 논문[20]에서 46개의 아타리 게임에서 동일한 

하이퍼파라미터 조건을 가지고 이전의 알고리즘 및 전문 인간 게임 테스터를 격파하는 모습을 

보여주었다. 이 때 신경망을 활용하여 표현되는 Q함수를 강화하는 방식을 활용하였으며, 학습의 

안정성을 위하여 리플레이 버퍼(replay buffer) 및 타겟 네트워크(target network)를 활용하였다. 

해당 기술은 본 연구에서도 적용하였다. 

 

2.4.6 가치 기반 에이전트(Value-based Agent) 

강화학습에 신경망을 도입하는 방식은 크게 두 가지가 있는데, 가치 기반(value-based) 및 정책 

기반(policy-based)이다. 가치 기반 네트워크는 위에서 언급한 큐 네트워크의 사례가 있다. 해당 

네트워크는 가장 높은 Q값을 가지는 행동을 선택하는 방식을 따른다. 정책 기반 네트워크는 가치 

함수를 활용하지 않고 정책 함수를 통하여 행동을 선택하며, 해당 정책을 개선하는 방식을 

따른다. 액터-크리틱(actor-critic) 네트워크는 두 네트워크를 모두 활용함으로써 행동 선택과 

평가를 두 개의 네트워크로 분리하는 방식이다. 본 연구에서는 가치 기반 에이전트를 활용하였다. 
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제 3 장 기존 문헌 사례 

 

머신러닝의 문제 해결 역량이 증명되면서 최근 들어 광공학 분야의 관련 논문들이 빠른 속도로 

출판되고 있다. 본 학위논문에서는 고전적인 최적화 기법과 함께 머신러닝 적용의 대표적인 성과 

사례들을 소개하고자 한다. 

 

3.1 고전적 최적화 기법 적용 사례 

‘고전적 최적화 기법’은 머신러닝을 활용한 최근 사례와 구분하기 위하여 별도로 설정한 

용어로 주로 이산적(discrete)이며 해석적인(analytical) 성향을 띈다. 고전적 최적화 기법은 

Adjoint Method를 제외하면 미분가능성을 보장할 필요가 없으며 함수의 값을 추론할 때 주로 

통계적인 접근을 활용한다. 이것은 인간의 사전 지식을 최대한 활용하는 것으로, 기울기 

하강(gradient descent) 방식에 의거한 신경망 기반 최적화가 일반적으로 목적 함수를 

미분가능하다고 가정하고 해당 함수를 근사하는 것을 학습의 목적으로 삼는 것과는 대조된다. 

 

3.1.1 Particle Swarm Optimization 

Particle Swarm 최적화는 경험적인(empirical) 인구기반(population-based) 알고리즘으로 자연의 

새들 혹은 물고기들이 무리 지어 행동하는 방식으로부터 영감을 받았다. 해당 알고리즘은 임의의 

값으로 초기화를 하는데, 이것은 파라미터 공간(parameter space)에서 임의의 위치에 입자의 

무리를 배치한 뒤 각각의 입자가 전체 입자의 최적 조건과 해당 입자가 경험한 최적 조건을 

기록하면서 이를 반영하여 자신의 속도를 결정하는 방식이다. 

 

3.1.2 BOBYQA algorithm 

BOBYQA는 Fortran 언어의 서브루틴(subroutine, 출력 값을 두 개 이상 갖는 함수) 패키지 중 

하나로, 목적 함수(objective function)의 최소값을 구하는 알고리즘이다. 해당 알고리즘은 목적 

함수를 2차 함수로 근사하고 정의역의 경계(bound)를 설정하여 해당 제약(constraint) 내에서 

최소값을 구하는 방식이다. 해당 방식은 제한된 정의역에 대한 기울기 하강(gradient descent)과 

유사하지만 기울기 값을 요구하지 않는 특징을 가진다. 
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3.1.3 Genetic Algorithm 

유전 알고리즘(genetic algorithm)은 자연의 진화과정에 기반한 최적화 기법이다. 적자 생존의 

원리를 기본으로 세대를 거쳐가면서 높은 성능 지수를 가지는 개체를 남기는 방식을 활용한다. 

부가적으로 진화에서 발생하는 돌연변이 및 교배 연산 등의 과정 역시 알고리즘에 활용한다. 

 

3.1.4 Adjoint Method 

Adjoint method는 물리적 그라디언트를 기반으로 소자의 구조를 최적화하는 방식 중 하나이다. 

물리적 그라디언트 기반 방식은 소자를 작은 픽셀로 나누고 임의의 유전율을 부여하여 

반복적으로 성능 지수를 개선하는 방향으로 유전율 값을 바꾸는 것인데, 이 때 유전율에 대한 

성능 지수의 변화값(혹은 기울기)을 계산하기가 어렵다. Adjoint method는 전자기학의 시간적 

대칭성을 활용하여 두 전기장 값의 곱으로 보다 쉽게 해당 값을 구하는 방식이다. 이를 위해 두 

번의 시뮬레이션만이 필요하다는 특징을 가진다. 

 

 

Figure 9. Adjoint method의 모식도 및 계산식 [21] 
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3.2 직접적인 신경망(Direct Neural Network) 적용 사례 

 

최근 광소자의 성질을 예측하고 구조를 최적화하는 문제에 신경망(neural network)을 직접적으로 

적용하는 방법론이 주목을 받았다. 해당 방법은 주로 지도 학습(supervised learning)에 기반한 

것으로, 데이터의 입력값(주로 구조적 특징)과 출력값(주로 성능 지수)을 신경망에 학습시킨 뒤 

네트워크의 추론(inference)을 통해 각각의 값을 예측하는 방식이다. 해당 방식의 강점은 

비선형적인 추론을 통하여 변수 간에 선형적이지 않은 관계를 가지는 경우에도 해당 관계식을 

모사할 수 있다는 점이며, 한계점은 일반적으로 많은 데이터를 필요로 하는 점 및 다수의 

하이퍼파라미터(hyperparameter) 조절이 필요하다는 점, 그리고 연속적이지 않은 함수를 

나타내는 데에 한계가 있다는 점이다. 아래 사례에서 보이듯이 해당 방식이 가진 높은 정확도는 

학계의 이목을 끌었으며, 관련 논문이 다수 현재까지도 출판되고 있다. 

 

3.2.1 임의 구조 메타표면의 흡수율 예측 사례 

 

Figure 10. (a) 2차원 구조로부터 메타표면의 특성을 추출하는 CNN 구조 및 (b) 임의의 구조에 

대하여 시뮬레이션 결과와 딥러닝 예측 결과의 비교 [22] 

 

2019년 Iman Sajedian 외 연구진은 Convolution Neural Network(CNN) 및 Recurrent Neural 

Network(RNN)을 결합하여 2차원 구조의 메타표면에 대하여 흡수 스펙트럼을 예측하는 데 

성공하였다. CNN은 이미지로부터 공간적인 정보를 수집하는 데 활용되었으며, 해당 데이터는 

RNN을 통하여 공간적 정보와 흡수 스펙트럼이 가지는 관계식을 예측하는 데 활용되었다. 

딥러닝에 활용하기 위하여 100,000개의 임의 구조를 가지는 메타표면에 대한 시뮬레이션이 

수행되었으며, 해당 모델은 짧은 추론 시간 내에 임의의 구조에 대한 흡수율을 높은 정확도로 

예측할 수 있었다.  
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3.2.2 다중 구조의 나노 입자에 의한 산란 예측 사례 

 

Figure 11. (a) 나노 입자의 구조 및 기하학적 변수, 신경망 구조 (b) 신경망을 통해 시뮬레이션 

결과를 예측한 결과 (c) 주어진 흡수 스펙트럼에 대한 역설계 결과 [23] 

2018년 John Peurifoy 외 연구진은 다중 구조의 나노 입자의 산란을 예측하는 문제에 대해 

신경망을 적용하였다. 작은 수의 데이터를 샘플링(sampling)하여 활용하였음에도 불구하고 높은 

정확성과 빠른 추론 속도(1초 미만)로 시뮬레이션 결과를 예측하는 데 성공하였다. 또한 기준 

네트워크 구조를 유지한 채로 역전파(backpropagation)를 활용하여 역설계를 수행하는 데 

성공하였다. 이를 위하여 출력값을 참값에 고정하고 입력값을 학습 변수로 설정하여 네트워크의 

loss에 반영함으로써 해당 신경망이 목표값을 출력할 때까지 천천히 학습할 수 있도록 하였다. 

 

3.2.3 광공학 전력 분배기(Photonic Power Splitter) 설계 및 역설계 사례 

 

 

Figure 12. (a) SOI 소자 기본 단위 및 소자 전체 구조와 해당 구조를 신경망에 학습시켜 성능 예

측 및 역설계에 활용한 방법 (b) 투과도 및 반사도를 높은 정확도로 예측한 결과 [24] 

2019년 Mohammad T. Tahersima 외 연구진은 FDTD 시뮬레이션 방식의 시간이 오래 걸리는 문제를 

해결하기 위하여 심층 신경망(deep neural network)을 활용하여 산화 실리콘 위에 나노 구조의 

실리콘이 존재하는 Silicon-On-Insulator(SOI) 기반 전력 분배기(power splitter)의 광학 반응을 

예측하는 데 성공하였다. 이 때 소자 구조는 입력값으로 컨볼루젼 신경망의 일종인 ResNet에 

입력되었다. 해당 신경망은 또한 역설계에 활용되어 특정 방향으로의 투과도를 최대로 만듦과 

동시에 반사도를 최소로 만드는 데 성공하였다. 
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3.2.4 광결정(Photonic Crystal)의 나노 구멍(Nano Cavity) 구조 설계 사례 

2018년 Takashi Asano 외 연구진은 2차원 광결정 구조에 대하여 Q factor를 최적화하는 데 

성공하였다. 해당 최적화를 위하여 1000개의 나노 구멍이 임의의 위치에 존재하는 데이터셋을 

준비하여 컨볼루젼 신경망(convolutional neural network)을 포함한 네 개의 층(layer)으로 

이루어진 신경망에 학습시켰다. 여기서 컨볼루젼 신경망은 국소적인 특징을 파악하는 네트워크로 

나노 구멍의 위치 관계와 Q factor의 관계를 파악하는데 활용되었다. 해당 방식은 기존 

데이터셋의 최적화 구조 대비하여 한 차수 높은 크기의 Q factor를 달성하는 데 성공하였다. 

 

 

3.3 GAN(Generative Adversarial Network) 적용 사례 

 

Figure 14. 2차원 메타그레이팅 광편향기의 최적화에 GAN을 활용한 사례의 도면  [10] 

2019년 Jiaqi Jiang 외 연구진은 2차원 메타그레이팅(metagrating) 광편향기(beam deflector)의 

설계에 GAN을 활용하였다. GAN은 게임 이론(game theory)에 의거하여 생성자(generator) 및 

판별자(discriminator) 신경망이 경쟁함을 통하여 각자의 성능을 개선하는 방식이다. 그러나 

GAN의 목적이 기준 데이터셋과 비슷하지만 다른 데이터셋의 생성에 있기에, 해당 문제를 

해결하는 방향성이 고려되지 못했다. 따라서 저자는 생성된 소자 구조 중 상위 소자를 선별하여 

기하학적 개선(topology refinement)를 거쳐 다시 입력 데이터셋을 형성하는 방식을 통하여 소자 

구조의 최적화를 수행하였다. 

Figure 13. (a) 컨볼루젼과 완전 연결 신경망으로 이루어진 임베딩 네트워크  

(b) 광결정 소자 구조의 최적화 과정 및 최적화 결과 [25] 
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3.4 물리적 그라디언트(Physical Gradient) 적용 사례 

메타표면의 역설계에 머신러닝 기술을 적용하는 과정에서, 사전 지식의 개입 없이 많은 데이터를 

활용하여 문제를 해결하는 기술의 특징이 반영되었기에 대량의 데이터의 활용이 불가피하였다. 

이는 낮은 데이터 효율이라는 문제점을 내재하고 있었고 이를 해결하기 위한 시도가 

수행되었는데, 그 중 대표적인 사례는 Adjoint Method의 집단적 계산을 통하여 네트워크를 

학습시키는 방식이었다. 

 

Figure 15. 1차원 광편향기 메타그레이팅 구조의 최적화에  

물리적 그라디언트를 활용한 GLOnet의 도면 [9] 

2019년 Jiaqi Jiang 외 연구진은 임의의 구조를 가지는 소자의 집단을 형성하기 위해 랜덤 

노이즈 벡터(random noise vector)를 소자의 차원과 개수만큼 형성하였다. 해당 벡터 집단은 

생성자(generator) 네트워크에 입력되었으며, 해당 네트워크에서 디컨볼루젼 층(deconvolutional 

layer)을 거쳐 생성된 소자에 가우시안 필터(Gaussian filter)를 가한 결과를 구조로 설정하였다. 

그리고 나서 생성된 소자 구조들의 집단적 Adjoint method를 수행한 뒤, 계산되는 집단적 

그라디언트(gradient)를 평균내어 신경망의 loss에 반영하였다. 이를 통하여 생성자 네트워크는 

물리적인 정보를 학습에 반영하게 되었고, 기존 대비 높은 데이터 효율과 준수한 성능을 

달성함이 보고되었다. 저자는 해당 네트워크를 GLOnet으로 명명하였다. 

 

3.5 GAN과 물리적 그라디언트의 혼합 적용 사례 

 

Figure 16. GAN 생성자 네트워크에 물리적 그라디언트를 적용한 사례 [13] 

GLOnet의 성공을 미루어보면, 기존의 GAN에 의거한 생성 방식에 대하여 물리적 그라디언트를 
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적용하고자 하는 시도는 자연스러운 것이었다. 2019년 Jiaqi Jiang 외 연구진은 해당 방식을 

통하여 기존의 Adjoint Method 대비 더 나은 성능을 달성함을 보였다. 

 

3.6 데이터 부호화(Data Encoding) 적용 사례 

 

Figure 17. 소자 구조에 대한 데이터 부호화 및 역부호화 과정 [26] 

소자 구조의 데이터 기반 최적화에 있어 소자 구조의 높은 복잡도는 학습 등을 어렵게 만드는 

요인 중 하나이다. 2020년 Zhaocheng Liu 외 연구진은 기하학적 부호화(topological encoding) 

방식을 통하여 광소자 구조를 sparse representation으로 변경하였다. 이것은 정보 이론에서 

기존 정보 중 많은 부분을 배제하여도 복원이 가능한 성질을 활용한 것으로, 이진(binary) 

구조를 연속적인 값으로 바꾸어 차원 감소 및 데이터 증강(data augmentation)에 활용할 수 

있도록 하였다. 해당 과정에는 푸리에 변환(Fourier transform)과 level set 함수가 활용되었다. 

 

3.7 Metanet: 전세계적 데이터베이스(Global Database)의 형성 사례 

 

Figure 18. Metanet의 데이터베이스 사례 [27] 

데이터 과학 분야에는 CIFAR, MNIST 등 기준 데이터베이스가 있어 네트워크의 성능을 비교하는 
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것이 정량적으로 가능하다. 그러나 광소자 구조의 최적화 등에 데이터 과학을 접목하는 과정에서 

공통적으로 발생하는 문제점은 기준으로 삼을 만한 데이터셋이 없다는 것이었다. 따라서 이러한 

중심화된(centralized) 데이터베이스의 수요에 대한 반응으로 2020년 Jiaqi Jiang 외 연구진은 

광소자의 온라인 데이터베이스인 Metanet(http://metanet.stanford.edu)을 제안하였다. 해당 

사이트에는 소자 구조 및 효율, 그리고 설계에 활용한 코드 예시(GLOnet)가 제공되었다. 

 

3.8 고정된 기하학적 구조(Fixed Geometrical Structure)에 대한 

강화학습 적용 사례 

 

Figure 19. (a) 소자 구조 및 중요 기하학적 파라미터를 딥 큐 네트워크의 입력값으로 넣는 모식

도 (b) 해당 모델이 임의의 색깔 지점에서 출발하여 최적값에 도달하는 과정 [15] 

2019년 Iman Sajedian 외 연구진은 딥 큐 러닝 기술의 일종인 DDQN을 빨간색, 초록색, 및 

파란색의 색깔을 생성하는 유전체 나노구조 메타표면의 최적화에 활용하였다. 해당 방법을 

통하여 각 색깔에 대하여 9000번의 과정(step)만에 3450만 가지의 경우의 수 안에서 최적을 

발견하였다.  

 

3.9 기존 문헌 사례에 대한 분석  

주어진 연구 사례들로 분석해보면, 광소자의 설계 분야에서 머신러닝 및 딥러닝을 활용한 사례가 

빠른 속도로 증가하고 있다. 이것은 기본적으로 데이터의 누적으로 인한 빅데이터 시대의 개막과 

함께 해당 데이터를 제어하는 데이터 과학(data science) 기술이 매우 빠른 속도로 발전하고 

있기 때문이다. 최신 성능을 주도하는 연구진은 2차원 구조의 메타표면을 컨볼루젼 뉴럴 

네트워크(Convolutional Neural Network)에 기반하여 공간의 국소적 특징(local feature)을 

추출하는 데이터 임베딩(embedding) 방식을 차용하는 것이 일반적인 것으로 확인되었다. 향후 

기술적 수요에 의하여 광소자 구조가 더욱 세밀화되고 높은 복잡성을 가질 것으로 전망되기에, 

인간의 직관으로 설계하기 어려워진다는 측면에서 딥러닝을 활용하는 추세는 지속될 것으로 

전망된다. 
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제 4 장 문제 설정 

 

4.1 문제 개요 

본 연구에서 해결하고자 하는 문제는 1차 회절 차수에 기반하여 파를 특정 각도로 굴절시키는 

메타그레이팅(metagrating) 구조의 최적화이다. 아래에서 위를 향하는 평면파가 산화실리콘 

박막을 투과하여 실리콘 메타그레이팅 격자에 의한 회절이 발생하게 된다.  

 

Figure 20. 문제 소자의 개요 

 

해당 구조를 구현함에 있어 Metanet[27]에서 제공된 RETICOLO[18] 소스를 활용한 시뮬레이션 

코드를 활용하였다. 해당 소자의 성능 지수는 입사파 대비 특정 각도로의 굴절 효율이며, 이것은 

입사파 세기 대비 굴절파 세기의 비율값으로 정의할 수 있다. 소자에 대하여 입력값으로 설정할 

수 있는 조건은 입사파의 파장, 굴절 각도, 그리고 소자의 구조이다. 이 중에 소자의 구조가 

최적화 대상이며, 해당 구조는 실리콘을 +1, 공기층을 -1로 할당한 n차원 벡터로 이루어져 있다. 

 

 

Figure 21. 최적화 문제의 모식도 
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해당 문제를 목표로 설정한 이유는 1) 자유 구조의 최적화이며 2) 넓은 파라미터 공간을 가지고 

있고 3) 이전의 연구 사례가 있어 벤치마킹 및 정량적 비교가 수월하기 때문이다. 

 

4.2 주기, 높이, 파장대역 설정 

1차 회절에 의한 파동의 진행 방향은 주기 구조의 주기 길이에 의존한다. 따라서 목표 각도를 

설정함에 따라 주기 길이가 다르게 결정되며 이는 4.3.1 부절에서 설명하였다. 소자의 물질이 

실리콘으로 설정된 것은 높은 굴절률을 가지고 있기 때문이며 이것이 구조의 변화에 더 민감한 

광학적 반응을 유도하기 때문이다. 소자의 높이는 325nm로 설정하였는데, 이것은 Jianji Yang, 

et al.(2017) [28]을 근거로 한다. 해당 논문에 따르면 실리콘의 높은 성능을 위한 최소 두께는 

파장의 4분의 1인데, 관심 파장 영역이 가시광선 및 근적외선 영역(500nm ~ 1300nm)이므로 

1300nm의 4분의 1인 325nm를 설정하였다. 

 

Figure 22. 가시광선 및 근적외선 영역에서 각 물질의 1차 회절에 따른 굴절 효율 [28] 

 

4.3 기존 문헌 시뮬레이션 결과 분석 

 

4.3.1 RCWA 코드 분석 

Metanet[27]에 제공된 github 코드 중에서 RCWA 시뮬레이션에 해당하는 MATLAB 코드를 

분석하였다. 해당 코드의 조건은 그대로 본 연구에 활용되었다. 

• 구조의 두께: 325nm 

• 회절 차수(diffraction order): 40 

• 구조의 주기(period): (𝑤𝑎𝑣𝑒𝑙𝑒𝑛𝑔𝑡ℎ)/sin(𝑎𝑛𝑔𝑙𝑒) 

• 공기의 굴절률: 1 

• 산화실리콘 박막의 굴절률: 1.45 

• 실리콘의 굴절률: dispersion relation으로 계산 
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4.3.2 Metanet 데이터베이스 비교 검증 

기존 문헌의 저자와 성능 비교 분석을 하기 위해서는 시뮬레이션 조건의 동일함에 대한 검증이 

필요하다. 이를 위하여 Metanet[27]에서 제공하는 데이터를 실험실 내 시뮬레이션 프로그램에 

활용하여 광편향기의 굴절 효율을 비교하였다. 해당 결과는 Table 1에 나타내었다. 

 

Table 1. Metanet 데이터의 저자 제공 효율과 검증 결과 

 

 

검증 결과 굴절 효율이 기존 문헌과 일치하는 것을 확인하였다. 

 

4.3.3 기존 문헌에서의 최적화 결과 분석 

최적화를 수행하기 앞서 기존 문헌[9, 10]에서 해당 소자에 대한 최적화 결과를 확인하고 

분석하였다. 기존 문헌은 Adjoint method에 기반한 최적화 결과를 벤치마크로 활용하였다. 

 

Figure 23. GLOnet을 활용하여 1차원 광편향기 메타그레이팅을 최적화한 사례 [9] 
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최적화 결과 전반적으로 adjoint method 대비 GLOnet의 성능이 더 나은 것을 알 수 있다. 해당 

데이터는 벤치마크 자료로써 활용되었다. 

 

또한 이후 GAN과 GLOnet의 네트워크를 혼합하는 방식에서 최적화한 경우를 adjoint method와 

비교한 결과가 제공되었다. 

 

 

Figure 24. GLOnet과 GAN을 종합하여 광편향기 메타그레이팅을 최적화한 사례 [13] 

 

해당 데이터는 Figure 23의 GLOnet보다 전반적으로 나은 성능을 보였으며, Metanet[27]의 데이터 

베이스에 반영된 것으로 추정되어 해당 데이터를 벤치마크에 활용하였다. 
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제 5 장 방법론 

 

5.1 기본 구조(14셀)에서의 설계 

기존의 문제는 256셀의 메타표면을 최적화하는 문제이다. 그러나 2ଶହ଺ 가지의 경우의 수에서 

최적의 경우를 찾는 문제는 너무 많은 경우의 수로 인하여 곧바로 모종의 방법론을 적용하는 

데에 한계가 있다. 다시 말해, 어떠한 해결 방식이 작동하지 않을 가능성이 높으며 또한 그 

이유를 파악하기 어렵다. 따라서 해당 문제를 간단하게 만들 필요가 있다. 가장 직관적이고 

명료한 방법은 셀의 수를 줄이는 것이다. 이것은 해당 문제의 복잡성(complexity)을 감소시켜 

해결 가능성을 높이는 장점이 있으나, 네트워크 등의 매개 변수 값을 유지한 채로 더 많은 셀을 

가진 상황에 적용하기에는 부적절하다는 한계가 있다.  

 

먼저 무차별(Brute-force) 탐색에 의거하여 1개에서부터 16개까지 셀의 이론상 최대 효율을 

확인하였다. 이 중 14개 셀이 상대적으로 적은 셀 대비 높은 효율을 가지는 것을 알 수 있다. 

Table 2. 무차별 탐색에 의거한 셀 개수에 따른 최대 효율 탐색 결과 
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해당 표에서 Permutation Degeneracy란 주기 구조에 의거하여 발생하는 대칭성을 경우의 수에서 

배제하는 것으로, 셀의 수로 전체 경우의 수를 나누는 방식을 활용하였다. 

 

Figure 25. Permutation Degeneracy의 설명. 두 구조는 기본적으로 같은 것으로 가정한다. 

 

셀의 개수에 따른 이론상 최대 효율 변화를 그래프로 나타내면 다음과 같다.  

 

Figure 26. 셀의 개수에 따른 이론상 최대 효율 변화 

 

본 연구에서는 문제의 단순화를 추구하되 최소의 개수로 적정 효율을 달성하기 위하여 최초로 

셀의 개수를 14개로 줄여서 최적화를 시도하였다. 

 

5.1.1 강화학습 프레임워크 설계 

먼저 기준 문제에서 2.4절에서 설명한 프레임워크에 해당하는 구성 요소의 설계가 필요하였다. 

 

Figure 27. 강화학습 프레임워크의 구성 요소 설계 
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먼저 상태(state)는 기존에 언급한 바와 같이 실리콘이 +1에, 공기층이 -1에 해당하는 구조 

정보를 입력하였다. 초기 구조는 모두 +1을 갖는 구조로 설정하였는데, 구체적인 내용은 5.1.2 

부절에서 설명하였다. 

 

행동의 경우 셀 하나를 골라서 뒤집는 경우 혹은 어떠한 셀도 뒤집지 않고 에피소드를 

종료(termination)하는 것으로 정의하였다. 여기서 종료에 관한 구체적인 사항은 5.1.2 부절에서 

설명하였다. 

 

보상은 변경 후 효율의 세제곱 값으로 정의하였다. 해당 값에 관한 구체적인 이유는 5.1.2 

부절에서 설명하였다. 

 

에피소드(episode)의 길이는 셀의 개수로 설정하였는데, 이것은 초기 구조에서 최소 경로로 

최적에 도달하기 위해서는 최대한의 경우 셀의 개수만큼 뒤집어야 하기 때문이며, 이렇게 설정한 

경우 네트워크는 최적에 도달하기 위하여 최소 경로를 따르는 것을 강제받게 된다.  

 

네트워크는 Figure 28에 나타난 바와 같이 행동 가치 함수 기반으로 최적 행동을 결정하는 딥 큐

네트워크(deep Q network)로 설정하였다. 정책 기반 네트워크가 해당 네트워크의 성능을 더 개선

할 수 있는 여지가 있지만, 해당 네트워크로도 준수한 성능을 보였기에 이를 최적화하는 것에 집

중하였다. 

 

 

Figure 28. 딥 큐 네트워크의 구조 설계 

 

해당 딥 큐 네트워크는 입력값으로 구조를 이루는 각 셀의 물질에 해당하는 값(+1 또는 -1)을 

받으며 출력값으로 각 셀을 뒤집는 행위의 행동 가치를 생성한다. 이 때 셀의 수보다 하나 많은 

차원의 출력층이 형성되는데, 마지막 뉴런의 출력값은 아무 행위도 하지 않고 에피소드를 

종료시키는 행위의 가치를 의미한다. 
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구체적인 구현 코드의 모식도는 다음과 같다. 

 

Figure 29. 구현 코드의 모식도 

 

코드를 최적화하는 과정에서 조절한 하이퍼파라미터의 종류는 다음과 같다. 

 

1) 입사 파동의 파장, 굴절 각도 

2) 초기 구조, 보상(reward), 종료 조건 

3) 감쇠 인자(discount factor) 

4) 셀 갯수, 에피소드 길이 

5) 총 에피소드 횟수 

6) Q Network에서 Target Network로의 업데이트 주기 

7) Soft Update 비율(τ) 

8) Epsilon 감소 주기 

9) 학습이 시작되는 재생 버퍼(replay buffer) 내 메모리 크기(memory size) 

10) 재생 버퍼의 크기 

11) 학습 속도(learning rate) 및 optimizer 종류 

12) 학습 횟수 

13) 배치 크기(batch size) 
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5.1.2 초기 상태, 보상 및 종료 설계 

강화학습에서 에이전트의 성능을 결정하는 수많은 매개변수 중에 가장 영향력이 큰 것을 

골라보자면 초기 상태 (initial state), 보상(reward), 종료(termination)가 될 것이다. 물론 

다른 요소 역시 결과에 직간접적으로 영향을 주지만, 언급된 세 가지 요소는 강화학습의 성패를 

결정할 여지가 있는 값으로 적절한 설정이 필수불가결하다. 

 

먼저 초기 상태(initial state)는 해당 연구에서 메타표면의 초기 구조를 의미한다. 먼저 결정할 

것은 초기 구조를 고정된 형태로 고정할지 혹은 확률적인 값(stochastic variable)으로 만들 

지이다. 해당 프레임워크에서는 재생 버퍼(replay buffer)를 활용하여 각 스텝(step)에 대해 

시간 상관관계(time correlation) 없이 에이전트를 학습시키기 때문에 초기 구조에 확률적인 

요소를 넣을 필요성이 크지 않다. 또한 초기 구조를 고정함으로써 초반부에 에이전트가 겪는 

과정이 집중적으로 학습되는 효과를 생각해보면, 원활한 학습을 위해서는 고정된 초기 구조를 

설정하는 것이 적절하다. 따라서 본 연구에서는 모든 셀이 1의 값을 가지는(모든 구성 성분이 

Si인) 구조를 초기 구조로 설정하였다. 

 

보상(reward)의 경우 소자의 구조 변화 후 효율의 값을 최대화하기 위하여 해당 값의 세제곱 

값으로 설정하였다. 여기서 해당 값의 세제곱을 가한 것은 1에 가까운 값의 영향을 최대화하고 

0에 가까운 값을 최대화하기 위함이다.  

 

(reward) = (efficiency after flip)ଷ 

 

항상 양의 보상을 주는 것은 단기적으로는 구조가 악화되는 것을 배우지 못하게 되지만, 또한 

현재 효율이 낮아지는 행동(현재 구조에서 특정 셀을 뒤집는 행위)이 장기적으로는 유리(결과적 

인 구조가 높은 효율을 가지게 되는 것)한 경우 적합하게 작용한다. 따라서 해당 보상을 

설정하여 상대적으로 높은 수렴성을 확인할 수 있었다. 직관적으로는 보상의 값을 효율의 차이에 

관한 것으로 설정하는 것 역시 좋은 방법이지만, 실제로 그렇게 하면 네트워크가 학습을 잘 하지 

못하고 수렴하기까지의 필요 데이터 수 역시 증가하는 것을 확인하였다. 그러나 감쇠 인자 및 

보상의 크기 조절을 통하여 해당 방법을 잘 설계한다면 역시 적합하게 작동할 수 있을 것으로 

생각된다. 

 

종료(termination)의 부여는 본 연구에서 에이전트의 학습을 위해 매우 중요한 요소였다. 이를 

위해 행동에 셀 개수 외 한 가지 경우의 수를 추가하였으며, 해당 행동은 에피소드를 중단하고 

상태와 환경을 초기화하는 것에 해당하도록 하였다. 이에 해당하는 행위를‘Do nothing’으로 
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명시하기로 한다. 코드에서는 소위‘done_mask’라고 불리는 기본적으로 FALSE 값을 가지는 

플래그(flag)를 설정하고 해당 액션을 선택 시 TRUE로 값을 바꾸도록 하였다.  

 

또한 done_mask를 Q 값의 계산에 반영하였다. 이것은‘Do nothing’을 수행한 이후 Q값이 잘못 

계산되는 것을 방지하기 위함이다. 마지막에 수행한 action의 가치를 계산할 때 공식에 따르면 

다음과 같다: 

 

Q = 𝑟 + Γ × maxQᇱ 

 

즉 해당 상태 이후의 추가적인 스텝이 있다고 가정하는데, 마지막 상태의 경우 그 다음의 행동이 

없음에도 불구하고 그에 해당하는 최대 Q 값을 계산하여 계산에 반영하게 된다. 이 경우 Q 값이 

과대 평가(overestimation)될 우려가 있다. 이것은 실제 구현 과정에서 발생한 문제였고, 다음과 

같은 코드 수정을 통해 해결하였다. 

 

Q = 𝑟 + Γ × maxQᇱ × (done_mask) 

(where (done_mask) =  ൜
  1     (if not done)

  0         (if done)
) 

 

5.1.3 신경망 설계 

14 셀의 최적화를 위하여 딥 큐 네트워크(deep Q network)의 구조파라미터의 조절을 수행하였다. 

네트워크의 가중치(weight) 개수는 학습의 복잡성과 큰 연관성이 있기 때문에 은닉층(hidden 

layer)의 개수와 차원을 잘 조율할 필요가 있다. 해당 조건에 대하여 다양한 구조를 실험해본 

결과 최종적으로는 Figure 30 과 같은 구조를 설정하여 학습을 수행하였다. 

 

Figure 30. 해당 소자의 최적화를 위한 신경망 구조.  

입력 차원은 14, 은닉 층의 차원은 각각 28이며 출력 차원은 15이다. 
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5.2 셀 수의 증가에 따른 설계  

14 셀의 소자에 대한 최적화 이후 더 많은 개수의 셀을 가진 소자에 대하여 최적화를 수행하였다. 

그러나 더 많은 셀에 대한 최적화를 수행하는 것은 직관만큼 간단한 일이 아니다. 일단 경우의 

수가 지수적으로 증가하게 되며, 32 셀에서부터는 이론상 최대 효율을 얻는 게 실질적으로 

불가능해지는 상황에 이르게 된다. Table 3 은 이러한 문제를 나타낸 것이다. 

Table 3. 셀 수의 증가에 따른 경우의 수 및 이론상 최대 효율 

 

 

따라서 셀의 개수가 늘어남에 따라 다양한 파라미터 등의 변화가 필요하게 된다. 본 

학위논문에서는 이러한 변화를 매개변수 및 신경망 구조의 변화를 통해서 설명하고자 한다. 

 

5.2.1 매개변수 변화 

먼저 다양한 매개변수(hyperparameter)의 변화를 통하여 최적화를 시도할 수 있다. 기본적으로 

셀(cell)의 수가 늘어나면서 최대 flip 수가 증가하게 되며 결과적으로 에피소드 길이(episode 

length)는 해당 셀의 수만큼 증가하게 된다.  

 

또한 셀의 수 증가에 따라서 감쇠 인자(discount factor)의 값 변화 역시 필요하였다. 만약 

뒤집는(flip) 셀의 수가 적다면 감쇠 인자를 낮은 값으로 설정하면 좋은 수렴성을 기대할 수 

있을 것이다. 하지만 감쇠 인자가 너무 작다면 보상의 크기가 무시될 정도로 작아질 여지가 있다. 

Table 4는 에피소드의 각 단계에 도달했을 때 주어진 감쇠 인자에 따라 보상에 곱해지는 값을 

나타낸다. 해당 표에 따르면 기존에 설정한 0.9의 경우 0.98 및 0.99에 비해 자릿수의 차이가 

발생하는 것을 알 수 있다. 

Table 4. 각 스텝에서 감쇠 인자에 따라 보상에 곱해지는 값 
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또한 감쇠 인자가 작을 시 셀 개수가 많은 문제 설정에서는 에피소드 길이가 긴 특성상 초반부의 

보상만을 중시하게 되어 충분한 탐험(exploration)을 할 수 없게 되는 문제 역시 발생한다. 이의 

해결을 위하여 기존 14 셀에서 0.9 였던 감쇠 인자의 값을 0.98 로 설정하여 수행하였다. 

 

또한 셀의 수가 증가함에 따라 최대 메모리 크기의 증가가 필요했다. 본 연구에서는 딥 큐 

네트워크의 학습에 리플레이 메모리(replay memory, replay buffer)를 활용하였으며 FIFO(First 

In, First Out) 방식을 활용하였다. 리플레이 메모리는 한 스텝을 거친 에이전트가 스텝의 정보에 

해당하는 {s, a, r, s’}을 저장한 뒤 임의로 샘플링하는 방식을 가진다. 이것은 에피소드 내 스텝 

간의 시간 상관성(time correlation)을 배제하기 위함이다. 샘플링하는 샘플의 개수는 배치 

사이즈(batch size)에 의하여 결정된다.  

 

Figure 31. 리플레이 메모리 및 해당 메모리에 데이터를 저장하는 방식 

 

학습(train) 과정에서 한 번의 스텝마다 학습의 횟수를 늘리는 방법 역시 활용되었다. 이것은 

셀의 수가 증가하면 학습의 복잡도가 증가하면서 더 많은 데이터가 필요해지는 것을 해소하기 

위함인데, 기존 1 회에서 5 회로 증가시킨 결과 데이터 효율이 증가하는 것을 확인할 수 있었다. 

 

또한 기존에 학습의 안정성을 위하여 타겟 큐 네트워크(target Q network)가 도입되었다. 이것은 

큐 네트워크(Q network)가 하나인 경우 1) 상태와 Q 함수의 관계를 배워서 업데이트됨과 동시에 

2) 최적 행동에 대한 판단을 내리기도 해야 한다는 문제를 해결하기 위함이다. 다시 말해, 판단 

주체가 매 스텝마다 변화하는 것은 불안정함을 유발하기 때문에 이것의 해결을 위하여 새로운 

판단 주체인 타겟 큐 네트워크를 도입한 것이다. 이 시스템에서 큐 네트워크는 상태와 Q 함수의 

관계를 학습하고 타겟 큐 네트워크는 최대 Q 값을 가지는 행동을 선택하는 역할을 하며, 일정 

주기(수 에피소드)마다 큐 네트워크가 타겟 큐 네트워크에 복사되는 방식을 따른다. 



35 

 

Figure 32. 큐 네트워크와 타겟 큐 네트워크의 모식도 

셀의 수가 늘면서 해당 업데이트의 주기 역시 변동을 가하였다. 그런데 주기가 늘어날 시 탐험이 

늘어나지만 학습이 느려지는 문제가 있기 때문에 시행착오를 통한 적절한 값의 설정이 필요하다.  

 

또한 타겟 큐 네트워크에 큐 네트워크를 업데이트를 할 때 극단적으로 가중치를 복사하는 것보다 

타겟 큐 네트워크의 기존 값을 대부분 유지한 채로 큐 네트워크의 값을 ‘반영’하는 방식이 보다 

안정적이다. 해당 방식은 soft update 라고 불리는 방식으로 아래와 같은 식을 따른다. 여기서 

반영 비율에 해당하는 매개변수 τ는 코드에서 0.1 의 값을 설정하였다. 

 

(𝑇𝜔: Target Q Network Weight / 𝑀𝜔: Q Network Weight ) 

 

입실론 그리디( ε -greedy) 정책은 현 코드에서 역시 사용한 것으로, 주어진 상황에서 최선의 

선택만을 하는 그리디(greedy) 정책과 대조되는 알고리즘이다. 입실론 그리디 알고리즘은 

에이전트의 탐색의 정도를 적절하게 조절하기 위하여 매개변수 입실론( 𝜀 )을 활용한다. 𝜀  은 

다음과 같이 균등 분포(uniform distribution)를 따르는 확률변수 𝑐𝑜𝑖𝑛과 크기를 비교하는 방식을 

활용한다. 

𝑐𝑜𝑖𝑛 ~ 𝑈(0,  1) 

if ൜
 𝜀 > 𝑐𝑜𝑖𝑛 :   Choose random action           

 𝜀 < 𝑐𝑜𝑖𝑛 :   Choose action chosen by network   
 

 

우리가 해결하고자 하는 문제는 학습 초반에는 보다 탐험을 많이 하고 학습 후반에는 기존의 

지식을 잘 활용(exploitation)하게 하는 전략을 취하는 것이 합리적이다. 따라서 𝜀  의 값을 
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초반에 높게 설정한 뒤 에피소드 수가 늘어나면서 줄어들도록 하는 방식을 취하는 것이 

합리적이다. 

  

Figure 33. 에피소드의 진행에 따른 매개변수 𝜺 의 변화 

셀의 수가 늘어나면서 더 많은 탐험이 필요해졌기에, 매개변수 𝜀  의 감소 속도를 줄이고 전체 

에피소드 개수 중 탐험이 차지하는 비율을 늘리는 방식을 활용하였다. 𝜀 은 최소값을 0.01 로 

설정하여, 학습이 충분히 진행된 이후에도 최적으로 판단한 것보다 더 나은 조건을 발견할 

가능성을 염두에 두고 확률적인(stochastic) 행동을 장려하였다. 

 

5.2.2 신경망 구조 변화 

 

Figure 34. 기본적으로 활용된 신경망 구조 모식도.  

셀의 개수에 비례하여 해당 뉴런의 개수를 증가시킴 
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신경망의 구조는 14 셀의 형태를 유지하되 셀의 개수에 따라 해당 뉴런 수에 배수를 취하는 

방식으로 변경하였다. 예를 들어 32 셀의 경우 층에 따라 32, 64, 64, 33 개의 뉴런으로 이루어진 

신경망을 통한 최적화를 수행하였다. 하지만 셀의 수가 늘어났을 때 단순하게 해당 방식으로 

해결이 된다는 보장은 없기 때문에 층(layer) 수 및 층의 차원의 적절한 값에 대해 생각해볼 

필요는 있다. 본 학위논문에서는 해당 구조의 네트워크가 충분한 성능을 보였기 때문에 앞에서 

언급한 방식으로 구조의 배수를 취하는 방식을 활용하였다. 
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제 6 장 결과 

 

6.1 결과 요약 

본 연구에서는 메타그레이팅 구조로 만들어진 광편향기(Wave Deflector)의 설계에 있어 딥 큐 

네트워크(Deep Q Network)의 구현을 통한 최적화를 수행하였다. 해당 신경망은 주어진 구조를 

상태(state)로 받아 특정 셀(cell)의 뒤집음(flip) 위치의 행동(action) 가치를 판단하는 것으로, 

각 스텝(step)에서 해당 가치의 최대화를 재귀적 방식으로 구하는 알고리즘에 의거하여 기존 

문헌 대비 나은 성능의 소자 구조를 설계하였다. 

 

본 연구과제에서 설계한 소자는 2019년 및 2020년 문헌에 발표된 동일한 조건의 설계 소자[9, 13, 

27] 대비 나은 성능을 달성하였으며, FEM 등 기타 시뮬레이션 방식 및 RCWA 방법론의 회절 

차수(diffraction order)를 활용한 계산 검증을 거쳤다. 

 

본 연구과제에서 학습시킨 네트워크는 탐욕 알고리즘과 같은 비교적 단순한 알고리즘과 비교하여 

초반에 불리하더라도 결과적으로 더 나은 선택을 추구하는 것을 확인할 수 있었다.  

 

또한 본 연구과제에서 학습시킨 네트워크는 입력 조건에 상관없이 준수한 성능을 갖는 

강인함(robustness)를 보유하는 것을 확인하였다. 
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6.2 기준 조건( 900nm, 60°) 에서의 생성 효율 결과 및 분석 

본 연구에서는 기준 입력 조건을 입사파의 파장 900nm 및 굴절 각도 60°로 설정하였다. 본 

절에서는 해당 조건에 대한 최적화 과정 및 결과를 제시하고자 한다. 

 

6.2.1 기본 구조(14셀)에서의 최적화 과정 분석 

 

Figure 35. 네트워크의 학습에 따른 생성 소자의 효율 변화 (왼쪽) 및  

에피소드의 길이 변화 (오른쪽) 

먼저 14셀에 대하여 네트워크가 학습하는 과정에서 생성 소자의 효율과 에피소드 길이가 

변화하는 모습은 Figure 35와 같다. 소자 효율의 경우 초반에 시행착오를 거친 뒤 최적 효율에 

도달하는 것을 확인할 수 있다. 또한 에피소드 길이의 경우 최종적으로는 최소 경로 스텝인 

7개의 스텝에 도달하는 것을 확인할 수 있다. 이것은 초기 구조에서 최적 구조에 도달하는 최소 

경로로, 이를 증명하기 위하여 네트워크의 가중치를 저장하고 고정하여 구조를 입력값으로 넣고 

변화 과정을 관찰하였고, 그 결과는 Figure 36과 같다. 

 

 

Figure 36. 네트워크의 가중치를 저장한 뒤 특정 구조를 넣고 추론한 결과 
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먼저 초기 구조를 모두 1로 준 경우(Figure 36 왼쪽) 초기 구조에서 최적 구조로 도달한 뒤 

14번째 행동을 취하는데, 이것은 아무것도 바꾸지 않고 에피소드를 종료하는 행동에 해당한다. 

또한 초기 구조를 임의로 준 경우(Figure 36 오른쪽) 이에 상관없이 최적 구조에 도달한 것을 

확인할 수 있다. 이것은 데이터를 학습할 때 시간적 상관성을 배제하기 위하여 스텝(step) 

단위로 학습을 수행하였기 때문이다. 다시 말해, 네트워크는 에피소드 과정에서 각각의 주어진 

구조에 대하여 이전의 경로(trajectory)를 배제한 상태로 장기적으로 최적의 성능을 만드는 

행동을 취한 것이다. 

 

6.2.2 셀 개수의 증가에 따른 변화 분석 

본 연구에서는 셀의 수를 64개까지 늘리는데 성공하였으며 셀 수의 증가 과정에 따른 결과의 

변화를 분석하였다. 

 

Table 5. 14, 32, 64셀에 대한 경우의 수 및 데이터 효율 

 

Table 5에서는 각각 14, 32, 64개의 셀에 대하여 최적화 결과 및 데이터 효율을 나타내었다. 

먼저 최적화된 효율값의 경우 셀의 수가 증가하면서 증가하며, 64개 셀의 경우 거의 100%에 

가까운 변환 효율을 가지는 것을 확인할 수 있다. 또한 데이터 효율은 최적 효율에 도달하기까지 

수행된 최소 시뮬레이션 횟수를 이용하여 구했는데, 14개 셀에서는 낮았던 데이터 효율이 셀의 

수가 증가하면서 급격하게 증가하는 것을 확인할 수 있다. 이것은 뉴럴네트워크가 일반적으로 

근사적인 해결을 시도하기 때문에 더 복잡한 문제(더 많은 수의 셀)에서 더 효율적인 경향을 

보이는 것으로 해석할 수 있다. 최적화된 소자의 구조는 Figure 37에 나타내었다.  

 

 

Figure 37. 셀의 수에 따른 최적화된 구조 



42 

6.2.3 기존 문헌 결과와의 비교 분석 

본 연구에서 각 셀 개수의 소자 구조에 대하여 최적화를 수행한 결과, 해당 뉴럴네트워크 중 

32셀 및 64셀의 경우 기존의 결과의 성능을 뛰어넘는 결과를 달성하였다. 해당 결과는 Table 6에 

나타내었다. 여기서 Brute-force는 매우 많은 데이터 생성을 통해 그 중 최대치를 구하는 방식을 

의미한다. 특이할 만한 점은 Table 6에 빨간 점선으로 표시했듯이 기존 문헌 및 본 연구과제의 

최적화 구조에서 모두 기준 실리콘 덩어리를 기준으로 전체적으로 비슷한 구조가 발생한 점이다.  

 

Table 6. 기존 문헌의 결과(위) 및 본 연구에서의 최적화 결과(아래)의 비교 

 

 

최적화 구조의 성능 비교 분석 결과를 가시화한 그래프를 Figure 38에 나타내었다. 

 

Figure 38. 최적화 구조의 성능 비교 분석 결과. 1)은 Nano Letters 19(8) [9] 및  

Nanophotonics 9(5) [13]에 해당하며, 2)는 Optics Express 28(9) [27]에 해당한다. 
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6.2.4 계산적 타당성 검증 

본 연구에서 최적화를 거쳐 생성된 소자가 계산적으로 타당한지에 대한 검증이 필요하였다. 

따라서 최적화된 구조에 대한 검증을 두 가지 방법으로 수행하였다. 

 

첫번째는 RCWA와는 다른 계산 방식으로 시뮬레이션을 수행하는 것으로, FEM 방식을 따르는 

COMSOL 시뮬레이션에 최적화 구조를 입력한 뒤에 입사파의 변화 및 굴절 효율을 관찰하였다. 

 

Figure 38. FEM 시뮬레이션 결과 파의 전기장 분포(왼쪽) 및 해당 파의 진행 방향을 나타낸 것(오

른쪽). 굴절 효율은 99.4%로 RCWA의 결과와 일치하였다. 

해당 검증 결과 60도 각도로의 굴절 효율이 RCWA 시뮬레이션과 동일한 값을 가지고 형성된 것을 

확인할 수 있었다.  

 

두번째는 회절 차수에 대한 검증으로, RCWA의 계산 방식이 회절 차수가 높아질수록 정밀해진다는 

점에 착안하여 기존 시뮬레이션에서 충분한 회절 차수를 가지고 있는지를 검증하고자 하였다. 

이를 위해서 최적화 구조에 대하여 회절 차수를 높여 나가며 변환 효율을 관찰하였다. 

 

Figure 40. 회절 차수에 따른 굴절 효율의 시뮬레이션 결과(왼쪽) 및 주요 영역을 확대한  

모습(오른쪽). 기존 시뮬레이션에서 설정한 회절 차수는 40이다. 
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기존의 시뮬레이션은 회절 차수의 값을 40으로 설정하였으며, Figure 39에서 확인할 수 있듯이 

해당 값 전후로 효율의 변화가 크지 않은 것을 알 수 있다. 따라서 해당 차수 값은 적정한 

것으로 판단하였다. 

 

6.2.5 기타 알고리즘과의 비교 분석 

본 연구에서 활용한 네트워크가 비록 높은 효율을 발견하였지만, 해당 조건이 쉽게 발견할 수 

없는 조건인지에 대한 검증이 필요하다. 따라서 네트워크의 경쟁력을 증명하기 위하여 탐욕 

알고리즘(greedy algorithm)과의 비교 분석을 수행하였다. 탐욕 알고리즘은 주어진 상태에서 

리턴이 아닌 보상만을 고려하는 것으로, 단기적으로 최적의 선택을 하는 특징을 가진다. 설정 

문제에서는 주어진 구조에 대하여 각각의 셀을 한번씩 뒤집어보거나 아무것도 뒤집지 않은 

결과를 모두 확인하여 그 중 최고의 효율인 경우를 선택하는 방식이다. 

 

Figure 39. 한 스텝에서 탐욕 알고리즘의 적용 사례 

 

먼저 14개 셀에 대한 탐욕 알고리즘과 신경망의 추론 경과를 비교한 결과는 Figure 42와 같다.  

 

Figure 40. 14개 셀에 대하여 저장된 네트워크에 구조를 입력하여 변화에 따른 효율을 관찰한 결

과(왼쪽) 및 신경망과 탐욕 알고리즘의 생성 소자의 효율 변화 비교(오른쪽) 

Figure 42의 오른쪽 그림에서 확인할 수 있듯이 초반에는 신경망이 불리한 것으로 보이는 선택을 

하여 탐욕 알고리즘보다 낮은 효율을 달성하지만 결과적으로는 더 높은 효율에 수렴하는 것을 

확인할 수 있다. 
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32 및 64개의 셀에 대하여도 동일한 비교 분석을 수행하였으며 그 결과는 Figure 43과 같다. 

 

Figure 41. 32셀(왼쪽) 및 64셀(오른쪽)의 경우에 대해  

신경망과 탐욕 알고리즘의 생성 소자의 효율 변화 비교 

Figure 43에서 확인할 수 있듯이 32셀 및 64셀에 대해서도 초반에는 신경망이 불리해보이는 

선택을 하더라도 궁극적으로는 더 높은 효율의 구조에 도달한 것을 확인할 수 있다. 

 

6.2.6 가중치 히스토그램 분석 

네트워크의 설계에 있어 해당 네트워크가 너무 많은 가중치를 가지고 있지는 않은지에 대한 

우려가 발생할 수 있다. 이를 검증하기 위하여 네트워크의 학습 과정에서 가중치의 값 분포가 

어떻게 변화하는지를 관찰하였다. 활용한 소자는 64 개 셀, 900nm 파장, 60°굴절 각도에 대한 

것이다. 

 

Figure 42. 네트워크 가중치 분포의 변화를 나타내는 히스토그램(종이에서 나오는 방향).  

FC1 ~ FC3은 입력층부터 거치는 각각의 가중치 층을 의미한다.  

 

Figure 44 에서 가중치의 변화는 종이쪽에서 나오는 방향으로 진행된다. 해당 가중치 분포의 

변화를 통해 확인할 수 있듯이 가중치가 초기에 비해 많이 변화하였기에, 가중치가 지나치게 

많은 상황은 아닌 것으로 판단하였다. 
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6.3 기타 조건에서의 생성 효율 결과 및 분석 

본 연구과제에서는 해당 뉴럴네트워크의 견고성(robustness)을 확인하기 위하여 기타 입력 

조건에 대하여 동일한 하이퍼파라미터 조건을 가지고 최적화를 수행하였다. 그 결과 대부분의 

조건에서 기존 문헌과 비슷하거나 나은 결과를 가지는 것을 확인할 수 있었다. 본 절은 기준 

조건에 비교하여 서로 다른 파장 조건 및 다른 굴절 각도 조건에 대한 최적화를 수행하고 기존 

문헌의 최적화 결과와 비교한 내용을 제시한다. 목표로 삼은 조건은 각각 기준 조건(파장 900nm, 

굴절 각도 60°)을 파장의 경우 1100nm, 굴절 각도의 경우 70°로 변화시킨 사례이다. 

 

6.3.1 기존 문헌 결과와의 비교 분석 

먼저 기준 조건에서 수행한 바와 같이 기존 문헌과의 비교 및 계산 검증을 수행하였다. 그 결과 

동일한 매개 변수 조건임에도 해당 소자의 구조를 잘 최적화하며 기존 문헌보다 나은 효율을 

가지는 소자를 생성한 것을 확인하였다. 해당 결과는 Figure 45에 나타내었다. 

 

 

Figure 43. 파장 1100nm, 굴절 각도 60° (왼쪽) 및 파장 900nm, 굴절 각도 70° 조건 (오른쪽)에 

대한 최적화 구조의 성능 비교 분석 및 FEM 시뮬레이션 검증 결과.  

벤치마크 기준인 1)은 Nano Letters 19(8) [9] 및 Nanophotonics 9(5) [13]에 해당하며,  

2)는 Optics Express 28(9) [27]에 해당한다. 

 

FEM 시뮬레이션 결과 달성한 효율 역시 RCWA 시뮬레이션 결과와 일치하는 것을 확인하였다. 

Table 7, Table 8 은 각각 파장 1100nm, 굴절 각도 60°조건 및 파장 900nm, 굴절 각도 70° 

조건에 대해 기존 문헌과 본 연구의 최적화 결과를 나타낸 것이다. 
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Table 7. 파장 1100nm, 굴절 각도 60° 조건에 대한 최적화 결과 비교 

 

 

Table 8. 파장 900nm, 굴절 각도 70° 조건에 대한 최적화 결과 비교 
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이 면은 여백입니다. 
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제 7 장 결론 및 토론 

 

7.1 결론 

 

광소자의 설계에 머신러닝 기술을 접목하는 기술은 최신 문헌들을 통하여 시간이 갈수록 많은 

주목을 받고 있음을 유추할 수 있다. 본 학위논문에서 수행한 연구에서는 강화학습을 활용하여 

광소자의 설계를 수행하였으며, 해당 분야에서 이전에 사례가 없는 자유 구조에 관한 최적화를 

달성하였다. 

 

강화학습, 특히 딥 큐 네트워크(deep Q network)는 임의의 소자에 대한 자유 구조를 최적화할 수 

있는 가능성을 보였다. 네트워크는 또한 입력 조건에 대한 강인함(robustness)을 증명하였다. 

 

수치적 지표는 동일 소자에 대한 기존 문헌의 효율값이 있었기 때문에 정량적인 비교가 

가능하였다. 본 과제는 같은 조건에서 해당 소자의 효율을 기존 문헌 대비 발전시킬 수 있었으며, 

이를 통해 새로운 방향의 최적화 방법론의 가능성을 증명하였다.  

 

 

7.2 적용 가능한 분야 

 

최적화된 고효율 광편향기는 고해상도 라이다(LIDAR) 설계에 핵심적인 소자이다[29]. 또한 

자유공간 광통신 (free-space optical communications), 광센서 (optical sensor)의 개발 등에 

이용될 수 있다[30].  

 

개발된 강화학습 프레임워크는 적절한 하이퍼파라미터 조정, 큐 네트워크 구조 변경, 성능 

척도의 새로운 정의 등을 통하여 일반적인 픽셀화할 수 있는 광소자 구조에 대해 확장하여 

적용할 수 있을 것이다. 
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7.3 추후 연구 방향 

 

7.3.1 셀의 수 증가 

본 연구에서는 기존 문헌에서 한 주기를 256 셀로 나눈 뒤 최적화한 것과 대비 64 셀의 경우에 

대한 최적화까지를 수행하였다. 이것은 기존 문헌이 수많은 셀의 정보를 인코딩(encoding)하는 

방법론을 적용함에 비해 본 과제의 방법론에서는 데이터를 그대로 활용하는 방법을 적용함으로써, 

셀의 수가 많아짐에 따라 자연적인 불리함이 발생하는 것에 기인한다. 그러나 본 과제에서도 

데이터 임베딩 등의 방법론을 적용하여 입력값의 차원을 축소시키는 접근에 대한 가능성을 

발견하였으며 해당 방법을 통해 셀의 수를 증가시키고자 한다. 

 

7.3.2 2차원으로의 확장 

기존의 1 차원 구조에 비해 2 차원 구조는 훨씬 많은 경우의 수(예: 256 셀 256 셀의 경우 10 의 

19723 승에 가까운 값)를 가지므로, 컨볼루젼 신경망(Convolutional Neural Network) 등을 

활용한 데이터 인코딩(data encoding)을 거치는 것을 유력한 방안으로 검토 중이다. 이를 통하여 

궁극적으로 일반적인 2차원 메타표면의 설계까지 수행하는 것을 목표로 한다. 

 

7.3.3 제작 가능한 소자 설계 

주기 구조의 단위 셀이 작아짐에 따라 설계 자유도는 커지고 최소 배선폭은 줄어드는 문제가 

발생한다. 따라서 제작가능성을 구현하기 위하여 배선폭을 특정 길이 이상으로 제한하는 견고성 

제어 (robustness control) 방법 혹은 작은 셀을 제거하는 가우시안 필터(Gaussian filter)를 

사용하여 최적화를 진행하는 방법을 연구할 것이다. 

 

7.3.4 기타 방법론의 적용 

강화학습의 기타 방법론을 활용하는 방안 역시 모색 중이다. 환경에 대한 추론에 있어 Temporal-

Difference Method 가 아닌 Monte-Carlo Tree Search 를 활용하는 것이 유력한 방안 중 하나로 

고려되고 있다. 해당 방법은 알파고(AlphaGo)의 경우에도 활용된 것으로, Tree search 를 

기반으로 하는 최적화에서 경우의 수가 지나치게 많은 경우 정책 네트워크로 Tree 의 폭을 제한 

및 가치 네트워크로 Tree 의 깊이를 제한하는 방식이다. 
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처음 아이디어를 제안하였을 당시가 떠오릅니다. 공과 대학 모험 연구 사업에서 합격하였지만, 

해당 프로젝트의 심사평에서는 구현 가능성에 대한 의구심이 제시되었습니다. 저 역시 같은 불안

을 가지고 연구를 시작하였는데, 1) 실제로 구현 가능한 기술인지 2) 제가 이러한 아이디어를 구

현할 능력이 되는지에 대한 불안함과 막연함이 있었기 때문입니다. 하지만 이런 상황이었기에 더

욱 치열하게 고민하고 도전 의식을 가지고 수행할 수 있었고, 이에 따른 보람이 더 큰 것 같습니

다. 단순한 발상에서 시작된 연구가 생각의 꼬리에 꼬리를 물고 지금의 성과를 이루게 된 것을 

기쁘게 생각합니다. 그러나 2년이라는 짧은 석사 과정 동안 무언가를 만들어내는 일은 결코 저 

혼자서는 할 수 없는 일이었습니다.  

 

먼저 지도교수님인 장민석 교수님께서는 제가 종종 어리석은 아이디어를 제시하여도 진지하게 논

의하여 주셨으며, 뛰어난 통찰력으로 문제를 다방면으로 접근해 주셨습니다. 저에게 어려운 문제

를 단순화하여 체계적으로 접근하는 법에 대하여 가르쳐 주셨고 이러한 교훈은 저의 문제해결방

식에 큰 영향을 주었습니다. 또한 초반에 결과가 나오지 않아 제가 자신감을 잃어갈 때 많은 격

려를 해주셨습니다. 이 모든 것에 감사드립니다. 

 

KC ML2팀의 박찬연 박사님, 남원태 연구원님께서는 강화학습 관련 지식과 뛰어난 직관을 통해 저

에게 도움을 주셨습니다. 연구를 수행하면서 막힐 때마다 심층적인 토론을 통해 문제를 해결할 

수 있는 아이디어를 제안하시거나 혹은 제가 아이디어를 생각해내는 데에 많은 도움을 주셨으며, 

이에 감사드립니다. 

 

머신러닝 전반 관련 질문이나 논의를 흔쾌히 받아주시던 서창호 교수님 연구실의 조제웅, 황경조 

님에게 감사드립니다. 덕분에 보다 원론적인 관점에서 문제의 해결을 도모할 수 있었습니다. 

 

제가 졸업할 때까지 화목한 분위기 속에서 격려를 아끼지 않은 모든 JLab 멤버 분들께 감사드립

니다. 특히 랩 내 Computational Photonics 소그룹에서 활발한 토론 및 가끔 직접적인 도움을 통

해 많은 것을 일깨워준 Jacob Heiden, 박주호 님에게 감사드립니다. 

 

마지막으로 부족한 발표의 심사에 참여해주신 김상현 교수님, 박찬연 박사님, 그리고 장민석 교

수님께 깊은 감사의 인사를 올립니다. 


